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Streszczenie: Algorytm klasteryzacji metodq k-srednich to jeden z najpopularniejszych sposobow stuzqcych do klasyfikacji danych
przy uzyciu metod sztucznej inteligencji. Otrzymane klastry mogq dalej postuzy¢ do budowy np. modeli neuronowych z wykorzystaniem
dzwonow Gaussa (sieci RBF) czy rozmytych modeli Takagi-Sugeno. Niniejszy artykut przedstawia implementacje tego algorytmu w
jezvku C++. Mozna tu znalez¢ opis klasy, ktora moze pozniej postuzy¢ jako biblioteka do dowolnego programu napisanego w tym jezyku.

Stowa kluczowe: Klasteryzacja, metoda k-srednich, klasyfikacja danych, C++

Object oriented implementation of k-means clustering algorithm

Abstarct: K-means clustering algorithm is one of the most popular ways for data classification using artificial intelligence methods.
Obtained clusters can be further used e.g. to build RBF networks or Takagi-Sugeno fuzzy models. This paper contains the
implementation of this algorithm in C++ programming language. You can find there the description of the class, which can serve as a
library in different programs written in C++.
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1. WSTEP 2. METODA K-SREDNICH

Zadanie klasteryzacji polega na podzieleniu zbioru
danych pomiarowych na pewne podzbiory, spelniajace
okreslone warunki. Takie podzbiory nazywamy klastrami.
Najczestszym stosowanym tutaj kryterium jest odleglosé
w metryce euklidesowej. Otrzymane klastry moga potem
postuzy¢ do budowy lokalnych modeli systeméw. Modele
takie budujemy, kiedy nie interesuje nas przestrzen catego
systemu, badz wowczas kiedy takie podejscie jest
wydajniejsze. Mozna rowniez zbudowaé kilka modeli
lokalnych, a za ich pomoca stworzy¢ jeden model
globalny.

Jednym z najczgsciej stosowanych metod klasteryzacji
jest metoda k-$rednich. Charakteryzuje si¢ ona dos¢
prostym aparatem matematycznym. Sklada si¢ ona z
nastepujacych krokow:

I. Przyjecie klastrow startowych, ich $rodki
wyznaczane sa z reguly empirycznie, rébwniez na
podstawie oceny wizualne;j.

II. Przyporzadkowanie probek pomiarowych do
poszczegolnych klastréw na podstawie odleglosci
euklidesowych d;; poszczegélnych probek P; od srodkow
klastrow m.
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III. Okreslenie nowych $rodkow klastrow, robi si¢ to

metoda skumulowang na podstawie WZOru:
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IV. Okreslenie wielkos$ci przesunigcia klastrow Am
Am = || my(0) —my(1)]|

V. Przyporzadkowanie probek pomiarowych do
nowych klastrow.

VI. Okreslenie nowych $srodkow klastrow; powyzsze
wszystkie operacje powtarza si¢ az do momentu, w
ktorym przesunigcie $rodkow klastrow nie bedzie
przekraczato pewnej zadanej warto$ci progowe;j €.
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Rysunek. 1 Przykladowa ilustracja algorytmu klasteryzacji
metoda k-$rednich, Zrodto: opracowanie wiasne.

3. IMPLEMENTACJA ALGORYTMU W JEZYKU
C++

W celu zaimplementowania algorytmu klasteryzacji
metoda k-Srednich, zaprojektowano wzorzec klasy, ktory
mozna przedstawi¢ za pomoca ponizszego diagramu
UML:
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Cluster

- NumberOfSamples: int
- NumberOfClusters: int
- Dimension: int

- dm: float

- NewCenters: **float

- Epsilon: float

+ Data: **float

+ Centers: **float

+ ClusterNo: *int

- Distance(float *vi1,
int Size): float

- ClustersAssign(): void
- CalculateNewCenters () : void
- DeltaM(): void

+ Clusterize(): *int

float *v2,

Jak fatwo zauwazy¢, atrybutami publicznymi klasy
Cluster sa jedynie dane pomiarowe, wspotrzedne
srodkow klastrow oraz wektor zawierajacy numery
klastrow dla kazdej kolejnej probki.

Jedyna publiczna funkcja jest funkcja
Clusterize (), ktora uruchamia calg procedurg
obliczeniowa.

Korzystanie z klasy Cluster jest bardzo proste. Na
poczatku nalezy wprowadzi¢ macierz, zawierajaca dane
pomiarowe (atrybut Data). Nastgpnie podaje si¢
pierwotne $rodki klastrow (atrybut Centers). Ostatnim
krokiem jest uruchomienie funkcji Clusterize ().

Przyktadowy kod zrodtowy, wykorzystujacy klasg
Cluster, moze zatem wyglada¢ nast¢pujaco:

Cluster c(bl,b2,data,centers);
c.Clusterize () ;

Wektor bl zawiera kolejno liczbe probek, liczbe
klastrow oraz liczbg wejs¢ systemu. W wektorze b2
zawarte sa informacje na temat Am oraz €.

Wykonanie programu polega¢ bedzie zatem na
powolaniu do zycia obiektu klasy Cluster, pamigtajac
o nadaniu mu stosownych warto$ci atrybutéw i to juz na
poziomie konstruktora klasy. Nie istnieje potrzeba np.
dalszej aktualizacji danych. Nastepna operacja jest
uruchomienie funkcji Clusterize () na rzecz
utworzonego obiektu. Funkcja ta korzysta z pozostatych
funkcji klasy, ktore znajduja si¢ w jej czgsci prywatnej.
Jej kod zrédlowy wyglada nastepujaco:

int* Cluster::Clusterize ()

{

ClustersAssign() ;



while (dm > Epsilon)
{
CalculateNewCenters () ;
for (int 1=0; 1<NumberOfClusters;
i++)
for (int j=0; j<Dimension; J++)
Centers[i] []J] =
NewCenters[i] [j];
DeltaM() ;
ClustersAssign () ;
}

return ClusterNo;

Funkcja Clusterize() zwraca jako rezultat
wektor ClusterNo, ktdry zawiera informacje na temat
klastra odpowiadajacego kazdej probce ze zbioru danych
pomiarowych (kolejny numer probki to po prostu indeks
pokazujacy jej pozycje w wektorze).
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Rysuek. 2 Interfejs przyktadowej aplikacji wykorzystujacej
klasg¢ Cluster.

Powyzszy rysunek przedstawia interfejs przyktadowej
aplikacji wykorzystujacej klasg Cluster. Jej celem jest
zilustrowanie dziatania algorytmu klasteryzacji metoda k-
srednich. Wynik klasteryzacji przedstawiony jest za
pomoca koloréw. Kazdemu klastrowi odpowiada inny
kolor.

Taka aplikacja moze stuzy¢ nie tylko do
zademonstrowania dziatania algorytmu, ale moze byc¢
takze podstawa do tworzenia innych, bardziej
skomplikowanych programéw np. do modelowania
systemow za pomoca sieci RBF.
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4. PODSUMOWANIE I WNIOSKI

W  niniejszym  artykule przedstawiono algorytm
klasteryzacji metoda k-$rednich, a takze jego
implementacj¢ w jezyku C++. Nie zamieszczono kodu
zrodlowego niektorych funkcji, ale sa one stosunkowo
proste do odtworzenia, dlatego nie istnieje po prostu taka
potrzeba. Dla zainteresowanych autor udostgpni petny
kod zrédtowy droga mailowa.

Klasteryzacja metoda k-§rednich to stosunkowo prosty
algorytm stuzacy do klasyfikacji danych. Jak wida¢ jest
on rowniez tatwy do implementacji.

Literatura

1. Broomhead S., Lowe D., ,Multivariable fractional
interpolation and adaptive network”, Complex Systems 2,
321-323, 1988

2. Dramski M., ,Opracowanie metody modelowania
systemow nieliniowych z wykorzystaniem sasiedztwa
okre¢znego”, rozprawa doktorska, Politechnika
Szczecinska, 2005

3. Grebosz J., “Symfonia C++”, Oficyna Kalimach,
Krakow 1999

4. Moody D., Darken J., “Fast learning in networks of
locally-tuned processing units, Neural Computation 1,
281-294, 1988

5. Piegat A., “Modelowanie i sterowanie rozmyte”,
Akademicka Oficyna Wydawnicza Exit, Warszawa 1999
6. Takagi T., Sugeno M., ,Fuzzy identification of
systems and its applications to modeling and control”,
IEEE Transactions on Systems, Man, and Cybernetics
1985, vol. 15, No. 1, pp 116-132.

27



