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Streszczenie:   Wzrost ilości danych jak i informacji w aktualnych systemach informacyjnych wymusił powstanie nowych procesów 
oraz technik i metod do ich składowania, przetwarzania oraz analizowania. Do analizy dużych zbiorów danych aktualnie wykorzystuje 
się osiągnięcia  
z obszaru analizy statystycznej oraz sztucznej inteligencji (ang. artificial intelligence). Dziedziny te wykorzystane w ramach procesu 
analizy dużych ilości danych stanowią rdzeń eksploracji danych. Aktualnie eksploracja danych pretenduje do stania się samodzielną 
metodą naukową wykorzystywaną do rozwiązywania problemów analizy informacji pochodzących m.in. z systemów ich zarządzania.  
W niniejszym artykule dokonano przeglądu i klasyfikacji zastosowań oraz metod i technik wykorzystywanych podczas procesu 
eksploracji danych. Dokonano w nim także omówienia aktualnych kierunków rozwoju i elementów składających się na tą młodą 
stosowaną dziedzinę nauki. 

Słowa kluczowe:  Eksploracja danych, metody eksploracji danych, techniki eksploracji danych, zastosowania eksploracji danych, ED 
 

Data mining review and use’s classification, methods and techniques  
 
Abstarct:   The large quantity of the data and information accumulated into actual information systems and their successive 
extension extorted the development of new processes, techniques and methods to their storing, processing and analysing. Currently the 
achievement from the statistical analyses  and artificial intelligence area are use to the analysis process of the large data sets. These 
fields make up the core of data exploration – data mining. Currently the data mining aspires to independent scientific method which  one 
uses to solving problems from range of information analysis comes from the data bases menagments systems. In this article was 
described  review and use’s classification, methods and techniques which they are using in the process of the data exploration. In this 
article also was described actual development direction and described elements which require this young applied discipline of the 
science. 
 
Keywords:  Data mining, data mining methods, data mining techniques, data mining classification, data minig review 
 

1. WSTĘP 

Rozwój technologii umożliwia składowanie coraz to 
większych ilości danych. Zasoby gromadzonej informacji 
w istniejących systemach informatycznych (różnego 
rodzajów bazach danych) zwiększyły się na tyle, iż 
przestają się sprawdzać uprzednio wystarczające  
rozwiązania przeszukiwania, wydobywania  
i transformowania informacji w wiedzę lub inny rodzaj 
informacji. Z tego też względu w procesie tworzenia 
systemów informatycznych bardzo istotne staje się 

konstruowanie stosownych narzędzi informatycznych  
i metod umożliwiających odpowiednie przekształcanie 
danych w informację. Nowe metody wraz  
z odpowiednimi narzędziami powinny umożliwiać też 
wydobywanie informacji z baz danych, z możliwością 
łatwego transformowania ich do wiedzy. 
 Odpowiedzią na rosnące zapotrzebowanie dotyczące 
gromadzenia, przeszukiwania czy analizy ciągle 
powiększających się zbiorów informacji w platformach 
informatycznych stała się eksploracja danych (ang. data 
mining – DM) tzw. wydobywanie wiedzy z danych.  
Ze względu na odmienne podejścia środowisk naukowych 
i biznesowych do eksploracji danych (ED) powstały różne 
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definicje tego zagadnienia. Najczęściej 
wykorzystywanymi w publikacjach definicjami, które 
najlepiej ukazują aktualny pogląd na temat ED, są: 
Definicja 1 Interdyscyplinarna stosowana metoda 
naukowa która wywodzi się z dziedziny nauki i techniki, 
jaką jest informatyka zajmująca się wizualizacją  
i wydobywaniem ukrytej „implicite” informacji z dużych 
zasobów informacyjnych (baz danych) [1]. Wykorzystuje 
w tym celu technologie przetwarzania informacji oparte o 
statystykę i sztuczną inteligencję: uczenie maszynowe, 
metody ewolucyjne, logikę rozmytą oraz zbiory 
przybliżone. 
Definicja 2 Jeden z etapów procesu odkrywania wiedzy  
z baz danych, określany w skrócie jako KDD  
(ang. knowledge discovery in databases). Termin ten 
został użyty w pierwszej pracowni KDD w 1989 roku w 
celu uwydatnienia tego, iż wiedza jest końcowym 
produktem odkrywania sterowanego danymi (ang. data-
driven discovery). Odkrywanie wiedzy z baz danych jest 
wykorzystywane w takich naukach jak, sztuczna 
inteligencja (ang. artificial inteligence – AI) czy też 
uczenie maszynowe (ang. machine learning) [2, 3]. 
Definicja 3 Kompletna metodologia CRISP-DM  
(ang. cross-industry standard process for data mining) 
opracowana przez trzy przedsiębiorstwa przemysłowe: 
SPSS (ang. statistical package for the social science), 
NCR (ang. national cash register corporation) oraz 
Daimler Chrysler. Metodologia ta dostarcza ujednolicony, 
elastyczny oraz kompletny model przeprowadzania 
procesu eksploracji danych w przedsiębiorstwach, 
niezależnie od ich specyfikacji [4-6]. 
 Do definicji pierwszej należy odnosić się z dystansem 
ze względu na to, iż eksploracja danych jest młodą, 
dynamicznie rozwijającą się dyscypliną naukową. 
Natomiast definiowanie dyscypliny naukowej jest zawsze 
zadaniem kontrowersyjnym, ponieważ badacze często nie 
zgadzają się co do dokładnego zakresu i granic swojego 
obszaru badań [7]. Niemniej skala zastosowań eksploracji 
danych, stosowany aparat matematyczny i ilości 
publikacji odnoszących się do niej w opisach badań  
i analizy danych, pozwala na wstępne postrzeganie  
i definiowanie jej w ramach samodzielnej dyscypliny 
naukowej. 
 Przytoczone wyżej trzy definicje (Def.1, Def.2, Def.3) 
różnią się pod względem przyjmowanego punktu 
widzenia na temat eksploracji danych. Wspólną ich 
podstawę stanowi analiza zbiorów danych 
obserwowanych w celu znalezienia nieoczekiwanych 
związków i podsumowania danych w oryginalny sposób 
tak, aby były zarówno zrozumiałe, jak i przydatne  
w odpowiednich zastosowaniach [7]. Analiza ta zachodzi 
najczęściej w istniejących systemach informatycznych,  

w których zgromadzone informacje przekształcane są  
w inne rodzaje informacji przystosowanych do 
przeprowadzenia eksploracji danych (systemy 
preeksploracyjne). Analiza danych może także zachodzić 
w specjalnie skonstruowanych platformach 
informatycznych, przy konstruowaniu których odgórnie 
zakłada się potrzebę przeprowadzenia eksploracji danych 
(systemy posteksploracyjne).  
 W artykule skupiono się na opisie eksploracji danych 
jako całościowej dziedzinie nauki służącej do 
wydobywania wiedzy z systemów informacyjnych. Opis 
ED jako procesu można znaleźć w pracach [3, 8, 9].  
W punkcie drugim niniejszego artykułu przedstawiono 
autorską klasyfikację eksploracji danych. Podział ten 
obejmuje trzy główne grupy: źródła danych, miejsce  
i rodzaj zastosowania oraz metody i techniki. W dalszych 
punktach rozwinięto i omówiono ww. trzy grupy.  
W punkcie trzecim przedstawiono odmiany eksploracji 
danych występujące w zależności od źródła danych jakie 
są do niej wykorzystywane. Punkt czwarty zawiera opis 
rodzaju badań jakie są wykonywane za pomocą ED oraz 
w jakich dziedzinach jest ona wykorzystywana.  
W punkcie piątym omówiono matematyczne podstawy 
całej dziedziny. Przedstawiono w nim podstawowe 
techniki i metody wykorzystywane do przeprowadzenia 
eksploracji danych. 

2. PRZEGLĄD I KLASYFIKACJA 
ZASTOSOWAŃ, METOD ORAZ TECHNIK 
EKSPLORACJI DANYCH 

Eksploracja danych jest dziedziną multidyscyplinarną, 
która skupia wokół siebie wiele dziedzin związanych  
z przechowywaniem, przetwarzaniem i analizowaniem 
informacji jak i wdrażaniem pozyskanej wiedzy  
w wyniku jej przeprowadzenia w zadany proces. 
Aktualnie termin eksploracja danych stosowany jest  
w różnych kontekstach, zależnych najczęściej od 
zastosowań czy tematu przeprowadzanych badań. 
Zastosowanie eksploracji danych w wielu różnych 
dziedzinach nauki jak i biznesu spowodowało powstanie 
wokół niej dużej liczby rozmaitej i nie do końca 
usystematyzowanej terminologii.  
 W punkcie tym przedstawiono autorską 
usystematyzowaną klasyfikację eksploracji danych  
i związane z nią pojęcia. Wynika ona  
z analizy dostępnej autorowi literatury, w której 
przedstawiono różne nie usystematyzowane pojęcia i 
zastosowania ED. Opracowaną klasyfikację prezentuje 
Rysunek. 1.  
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Rysunek. 1 Klasyfikacja eksploracji danych w zależności od rodzaju źródła danych, zastosowania oraz metod i technik 
[opracowanie własne]

 Rysunek. 1 nie przedstawia kompletnej klasyfikacji 
ED ze względu na to, iż jest to w dalszym ciągu młoda 
interdyscyplinarna dziedzina w trakcie dynamicznego 
kształtowania [7, 8]. Niemniej da się już wyodrębnić 
podstawowe nazewnictwo związane z kontekstem jej 
użycia oraz metod i technik używanych do jej 
przeprowadzenia. Autorski podział obejmuje trzy 
podstawowe grupy według których można rozpatrywać 
ED. Są to: źródła danych (rozdział 3), miejsce i rodzaj 
zastosowań (rozdział 4) oraz metody i techniki  
(rozdział 5). 

3. ŹRÓDŁA DANYCH DO EKSPLORACJI 
DANYCH 

Źródła danych do eksploracji danych stanowią różnego 
rodzaje pliki płaskie oraz bazy danych i systemy ich 
zarządzania (systemy zarządzania bazą danych – SZBD) 
[10]. Ogólnie, eksploracja danych przeprowadzana jest na 
pewnego rodzaju informacjach przechowywanych  
w SZBD, na który składa się baza danych.  
W szczególności baza danych jak i system zarządzający 
nią może być dostosowany do składowania i operowania 
na danych multimedialnych. Z tego też względu 

wyróżnione zostały dwa główne źródła ED: bazy danych  
i szczególny ich przypadek, który stanowią multimedialne 
bazy danych. 
 

3.1. Bazy danych  

Bazy danych z systemami ich zarządzania a także bazy 
multimedialne z systemami ich zarządzania można 
podzielić na dwie kategorie, wyodrębnione pod względem 
zastosowania czasowego i przeznaczenia ED. Pierwszą 
kategorię stanowią systemy preeksploracyjne, w których 
najczęściej analiza danych zachodzi w istniejących 
systemach informatycznych, w których zgromadzone 
informacje przekształcane są w inne rodzaje informacji 
przystosowanych do przeprowadzenia eksploracji  
danych [8]. Drugą kategorię stanowią natomiast 
platformy posteksploracyjne, w których analiza danych 
może zachodzić w specjalnie skonstruowanych 
platformach. Przy ich budowie odgórnie zakłada się 
potrzebę przeprowadzenia eksploracji danych [8]. 

3.2. Multimedia i multimedialne bazy danych 

Multimedia stanowią szczególny przypadek bazy danych, 
która wykorzystuje różne formy składowania  
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i przeszukiwania informacji w celu dostarczania 
odbiorcom wiedzy na ich temat. Multimedialne bazy 
danych i systemy ich zarządzania przystosowane zostały 
do pracy z takimi  źródłami danych jak np.: tekst, dźwięk, 
grafika, wideo. Ze względu na to na jakim typie mediów 
dokonywana jest ED wydzielono osobne podgałęzie 
klasyfikacji obejmujące: eksplorację obrazów 
(podrozdział 3.3), eksplorację nagrań audio (podrozdział 
3.4), eksplorację danych wideo (podrozdział 3.5), 
eksplorację danych w geograficznym systemie informacji 
(podrozdział 3.6) oraz eksplorację danych tekstowych 
(podrozdział 3.7). 

3.3. Eksploracja obrazów 

Eksploracja obrazów (ang. image mining, ang. picture 
mining) [11, 12] dotyczy wydobywania wiedzy poprzez 
odkrywanie relacji między obrazami, czy też wzorów 
ukrytych (niejawnie) występujących w obrazach oraz 
pomiędzy nimi. Dziedzina ta wykorzystuje metody 
pochodzące z: widzenia komputerowego (ang. computer 
vision), przetwarzania obrazu, odzyskiwania obrazu, 
eksploracji danych, uczenia maszynowego, baz danych i 
sztucznej inteligencji. W eksploracyjnej analizie obrazów 
wyróżnia się dwa podejścia. Pierwsze polega na 
odkrywaniu z dużych zbiorów obrazów ich pojedynczych 
egzemplarzy. Drugie natomiast polega na odkrywaniu 
połączeń między zbiorami obrazów oraz występujących 
między nimi asocjacji. 

3.4. Eksploracja nagrań audio 

Eksploracja nagrań audio (ang. audio mining) [12, 13] 
polega na przetwarzaniu i analizowaniu danych 
dźwiękowych. Zajmuje się ekstrakcją, przetwarzaniem 
oraz wydobywaniem wiedzy z modeli muzycznych. 
Podstawowym jej celem jest wyszukiwanie informacji 
muzycznej (ang. music information retrieval - MIR). 
Wiedza ta pozwala użytkownikom poszukiwać  
i odnajdywać muzykę przy pomocy zawartości bazującej 
na tekście (ang. content-based text) i pytaniach audio 
takich jak: zapytanie-przez- 
ogłuszający/śpiewający/grający/wyjątki lub poprzez 
specyfikację z wykazem muzycznych terminów takich jak 
"szczęśliwy", "energiczny" itd. oraz poprzez połączenie  
i kombinację obydwu rodzajów wyszukiwań. Efektem 
takiej eksploracji może być ranking odpowiedzi oparty na 
oszacowaniu podobieństw odnoszących się do 
powiązanych plików audio. 

3.5. Eksploracja danych wideo (nagrań filmowych) 

Eksplorację danych wideo (ang. video mining) [13-15] 
definiujemy jako nienadzorowane odkrywanie wzorów w 
zawartościach baz multimedialnych przechowujących 
audio-wizualne dane. Za pomocą eksploracyjnej analizy 
danych wideo istnieje możliwość odkrycia interesujących 
zarejestrowanych zdarzeń, które dostępne są a priori. 
Wyróżniamy trzy typy nagrań  
audio-wizualnych, które są poddawane analizie:  
- wyprodukowane np. filmy, reportaże, dramaty,  
- nieopracowane dane filmowe np. monitoring ruchu 
ulicznego, wideo z nadzoru,  
- nagrania medyczne np. ultra dźwiękowe wideo 
zawierające echokardiografie.  
 Na wszystkich trzech grupach dokonywana jest 
analiza dotycząca: 
- wykrywania przyczyn wywołanych zdarzeń np. 
pojazdów wjeżdżających na teren chroniony, ludzi 
wchodzących i wychodzących z chronionych budynków,  
- określania typowych i nieprawidłowych wzorów 
działalności, 
- klasyfikacji obserwowanej działalności do wybranej 
kategorii np. chodzenie, jeżdżenie rowerem, 
- grupowania i określania interakcji pomiędzy 
jednostkami (obiektami). 
 Eksploracyjna analiza wideo nie jest tylko procesem, 
który automatycznie ekstrahuje (wydobywa, przetwarza) 
zawartość i strukturę nagrań wideo, cech przesuwającego 
się obiektu, przestrzenne lub temporalne (czasowe) 
korelacje tych cech. Nastawiona jest ona również na 
odkrywanie wzorców struktury wideo, aktywności 
obiektów, zdarzeń etc. z olbrzymich zbiorów danych 
wideo bez niewielkich założeń co do ich zawartości. Przy 
użyciu eksploracyjnych technik analizy wideo takich jak, 
podsumowania, klasyfikacja, raportowanie o zdarzeniach 
(ang. event alarm) implementowane są tzw. sprytne 
aplikacje video. Zasadniczą różnicą pomiędzy 
konwencjonalną eksploracją danych a eksploracją nagrań 
filmowych jest fakt, iż głęboka analiza wideo operuje na 
mocno nieustrukturyzowanych danych. Surowe 
(nieopracowane) dane wideo zawierają tylko piksele, 
nawet przetworzone dane wideo są również złożonymi 
typami posiadającymi rozłączne wymiary. Dlatego też 
konwencjonalne algorytmy eksploracji danych nie mogą 
zostać bezpośrednio zastosowane w tej grupie danych. 

3.6. Eksploracja danych w geograficznym systemie 
informacji 

Eksploracja danych w geograficznym systemie informacji 
(ang. geographic information system mining – GIS 
Mining) stanowi analizę danych przeprowadzaną w tzw. 
geograficznym systemie informacyjnym GIS, który 
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reprezentuje dane opisujące aspekty powierzchni ziemi 
takie jak np. drogi, domy etc. [16]. W sensie 
funkcjonalnym systemy GIS służą do analizy 
przestrzennej realizowanej poprzez [17-19]:  
- predefiniowane w systemie raporty, zestawienia, 
wykresy wraz z wizualizacją przestrzenną,  
- języki zapytań (np. ang. standard query language – 
SQL) do zintegrowanej graficznej i opisowej bazy, 
- wyzwalacze (ang. triggers) używane w aktywnych 
systemach do ciągłego przetwarzania danych w wyniku 
ich uaktualnień. 
 Bazę graficzną tworzą cyfrowe mapy tematyczne 
(ang. digital maps), ortofotomapy, numeryczne modele 
terenu. Poszczególne obiekty bazy graficznej są 
połączone z bazą opisową, której zawartość wynika ze 
struktury fizycznej - wynikającej głównie z rodzaju  
i zakresu informacji zawartych w bazie danych [20-22]. 
System zarządzania taką bazą określa się jako system 
zarządzania bazą danych przestrzennych SZBDP  
(ang. spatial database systems – SDBS). Systemy 
zarządzania bazami danych przestrzennych są to systemy 
do zarządzania ww. danymi przestrzennymi poprzez np. 
wyszukiwanie, składowanie, uaktualnianie [23, 24]. Ilość 
jak i wielkość dostępnych przestrzennych baz danych 
szybko rośnie. Z tego też względu zostają ograniczone 
ludzkie możliwości analizy danych w nich zebranych 
dotyczących takich zagadnień, jak: odkrywanie ukrytych 
regularności, reguł lub skupień ukrytych w danych [16]. 
W celu poszerzenia i umożliwienia analizy tak dużej 
ilości danych zebranych w multimedialnych 
przestrzennych bazach danych stosuje się podejście 
określane jako: eksploracyjne odkrywanie danych 
przestrzennych (ang. spatial data mining) lub odkrywanie 
wiedzy w przestrzennych bazach danych (ang. knowladge 
discovery in spatial databases) [25]. Podejścia te 
reprezentują szczególny przypadek odkrywania, gdyż 
pozwalają wydobyć relacje, które istnieją między 
przestrzennymi i nie przestrzennymi danymi i innymi 
charakterystycznymi danymi, które jawnie nie są 
zgromadzone w przestrzennych bazach danych [26, 27]. 
Podstawową różnicą pomiędzy odkrywaniem wiedzy  
z relacyjnych a przestrzennych baz danych jest to, iż 
atrybuty sąsiadów pewnego obiektu, którym jesteśmy 
zainteresowani, mogą wpływać na sam obiekt 
zainteresowania [24].  
 Typowymi zadaniami odkrywania wiedzy  
w przestrzennych bazach danych są np. klasteryzacja czy 
charakteryzacja przez detekcje trendów. Używa się ich  
w celu odnalezienia ukrytych implicte regularności, czy 
reguł bądź wzorców w danych przestrzennych. Do 
podstawowych klas metod używanych w przestrzennej 
eksploracji danych można zaliczyć [16, 24, 28, 29]: 

- grupowanie przestrzenne (ang. spatial clustering) – 
polega na grupowaniu obiektów bazy danych do 
znaczących podklas (klastrów) w taki sposób, aby 
poszczególne obiekty klastra były jak najbardziej 
podobne do siebie i jak najbardziej różne od elementów 
pozostałych klastrów. Zastosowanie klastrowania 
(grupowania) w przestrzennych bazach danych używa się 
np. w tworzeniu katalogu tematycznych map  
w geograficznych systemach informacji poprzez 
grupowanie wektorów cech, 
- detekcja trendów przestrzennych (ang. spatial trend 
detection) – trend może zostać zdefiniowany jako 
czasowy wzór występujący w kilku seriach danych np. 
alarmy w sieci lub występowanie nawrotów chorób.  
W  przestrzennym systemie bazy danych przestrzenny 
trend definiowany jest jako wzór zmiany 
nieprzestrzennych atrybutów w sąsiedztwie kilku 
obiektów bazy danych np. „kiedy następuje przeniesienie 
się ludzi z miasta X, siła nabywcza spada”, 
- klasyfikacja przestrzenna (ang. spatial classification) – 
zadaniem klasyfikacji jest przydzielenie obiektu do klasy 
ze zbioru dostępnych wyselekcjonowanych klas na 
podstawie wartości atrybutów obiektu. Przestrzenna 
klasyfikacja może zostać użyta do wyjaśnienia odchyleń 
pomiędzy teoretycznymi a odkrytymi trendami 
przestrzennymi, 
- charakterystyka przestrzeni (ang. spatial 
characterization) – jej zadaniem jest odnalezienie 
zwięzłego opisu (uogólnienia na pewien temat) dla 
wybranego podzbioru bazy danych. 

3.7. Eksploracja danych tekstowych 

Eksploracja danych tekstowych (ang. text mining lub text 
data mining) jest to analiza tekstu polegająca na 
wykorzystaniu inteligentnych reguł z zakresu uczenia 
maszynowego, lingwistyki komputerowej zajmującej się 
analizą języka naturalnego (ang. natural language 
processing – NLP), metod statystycznych oraz technik 
m.in. z zakresu przeszukiwania i grupowania danych [30]. 
Wykorzystywana jest do pozyskiwania informacji 
(wiedzy) z dużych nieustrukturyzowanych zbiorów 
danych tekstowych [31, 32]. Grupę tą można podzielić na 
dwie dodatkowe podgrupy. Pierwsza uwzględnia rodzaj 
przeprowadzanej analizy na tekście stanowiącym źródło 
danych (podrozdział 3.8). Druga natomiast została 
wydzielona ze względu na typ danych, rodzaj 
dokumentów (podrozdział 3.9). 

3.8. Eksploracja danych tekstowych ze względu na 
typ analizy 
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W eksploracyjnej analizie tekstu, przeprowadzanej na 
tekście stanowiącym źródło danych, dostępne są dwie 
metody przetwarzania tekstu: płytkie i głębokie. Pierwsza 
metoda dotycząca płytkiej analizy tekstu (ang. shallow 
text processing – STP), określa grupę działań na tekście, 
których efekt jest niepełny w stosunku do głębokiej 
analizy tekstu. Polegają one na rozpoznawaniu struktur 
tekstów nierekurencyjnych lub o ograniczonym poziomie 
rekurencji, które mogą być rozpoznane z dużym stopniem 
pewności. Struktury wymagające złożonej analizy wielu 
możliwych rozwiązań są pomijane lub analizowane 
częściowo. Analiza skierowana jest głównie na 
rozpoznawanie nazw własnych, wyrażeń 
rzeczownikowych, grup czasownikowych bez 
rozpoznawania ich wewnętrznej struktury i funkcji  
w zdaniu. Analiza dotyczy też głównie dużych zbiorów 
dokumentów tekstowych a nie pojedynczych 
dokumentów a także takich zagadnień jak m.in. 
klasyfikacja (kategoryzacja) dokumentów (ang. document 
classification lub document categorization) ich 
grupowania (ang. dokument clustering) i wyszukiwania z 
nich informacji (ang. information retrieval – IR) [33-35].  
 Druga metoda opiera się na tzw. głębokiej analizie 
tekstu (ang. deep text processing – DTP) i jest procesem 
komputerowej analizy lingwistycznej wszystkich 
możliwych interpretacji i relacji gramatycznych 
występujących w tekście naturalnym. Zazwyczaj jest 
bardzo złożona i z reguły dotyczy pojedynczego 
dokumentu. Pomija się wszelkie zależności statystyczne  
i stosuje się rozwiązania polegające na przetwarzaniu 
danych w oparciu o predefiniowane wzorce lub  
gramatyki [33, 36]. 

3.9. Eksploracja danych tekstowych ze względu na 
rodzaj dokumentów 

Istnieje wiele źródeł danych nadających się do 
przeprowadzenia na nich eksploracyjnej analizy tekstu. 
Jedynym ich wymogiem jest to, aby informacja w nich 
była zakodowana w postaci znaków ASCI. Do źródeł 
danych w postaci dokumentów tekstowych, na których 
przeprowadzana jest tekstowa eksploracja danych, należą: 
- wiadomości email (ang. email mining) – eksploracja 
tych wiadomości może być rozpatrywana jako 
specyfikacja badań z zakresu ogólno pojętej eksploracji 
tekstu nad internetowymi wiadomościami email [37-39]. 
Zasadniczymi cechami wyróżniającymi tę grupę od 
innych grup tekstowych są m.in.: wiadomości email są 
częściowo uporządkowane i posiadają zorganizowaną 
narzuconą przez standardy formę [40, 41], wiadomości 
tekstowe są znacznie krótsze od dokumentów, które 
podaje się zwykle analizie tekstu, emaile mogą zawierać 

treści na temat rozmaitych dyskusji na dowolne tematy. 
Fakt ten prowadzi do tego, że np. klasyfikacja poczty 
staje się bardziej trudna [38], 
- dokumenty ogólnoświatowej multimedialnej sieci 
oprogramowania w internecie (ang. world wide web 
wining – WEB Mining) – technika wykorzystywana przy 
eksploracji tych danych ma na celu odkrywanie  
i uzyskiwanie przydatnych informacji, wiedzy i wzorców 
z dokumentów i usług Internetowych powszechnie 
określanych jako World Wide Web (WWW) [42, 43].  
W obrębie tej techniki możemy wyróżnić trzy jej 
specjalizacje [44, 45]: eksploracja struktury dokumentów 
WWW (ang. web structure mining – WSM), eksploracja 
zawartości dokumentów WWW (ang. web content 
mining) i eksploracja użyteczności dokumentów WWW 
(ang. web usage mining). Eksploracja struktury 
dokumentów jest procesem, którego zadaniem jest 
wydobycie struktury informacji z sieci Web poprzez 
analizę hiperlinków tzn. linków wchodzących  
i wychodzących z dokumentu (strony, serwisu). Metoda 
ta wykorzystuje strukturę dokumentu, w którym strony 
jako węzły są połączone z innymi stronami za pomocą 
odnośników [46]. Algorytmami wykorzystywanymi do 
przeprowadzania WSM są m.in.: Hits (ang. hyperlink-
induces topic search) i Page Rank (Google) [42]. Web 
Mining koncentruje się na dostarczaniu rozwiązań  
z zakresu [44, 47-51]: odnajdywania powiązanych 
informacji na podstawie np. analizy linków [52]  
i zawartości stron [53], tworzenia nowej wiedzy na 
podstawie informacji dostępnych na stronach Web, 
personalizowania i adaptowania stron Web, uczenia stron 
o zachowaniach klientów lub indywidualnych 
użytkowników np. na podstawie poruszania się 
użytkowników po portalu internetowym czy też 
segmentacji użytkowników danego serwisu i uzyskiwaniu 
informacji o ich położeniu geograficznym (przestrzenna 
natura Web Mining) [54]. Ponadto badania za pomocą 
Web Mining takich struktur WWW jak: blogi, fora, 
aukcje internetowe, obwieszczenia sklepowe mogą służyć 
do badania zmienności rynku [55] oraz wzmacniać tzw. 
analizę wokół klienta [56] poprzez wykrywanie 
odpowiednich grup społecznych [57], do których można 
zaadresować wybraną ofertę bądź ochrony go przed 
oszustwem poprzez zastosowanie np. odpowiednich 
algorytmów z zakresu badania reputacji uczestników 
aukcji on-line [58], 
- pozostałe niesklasyfikowane dokumenty – jest to grupa 
uwzględniająca zbiór dokumentów niewymienionych  
i aktualnie nieobjętych klasyfikacją, które wraz  
z pojawianiem się nowych źródeł i form danych 
tekstowych czekają na sklasyfikowanie.  



Studia i Materiały Informatyki Stosowanej, Tom 2, Nr 2, 2010 
str.35-46 

 

 

41

4. MIEJSCE I RODZAJ ZASTOSOWAŃ 
EKSPLORACJI DANYCH 

Grupa ta obejmuje miejsca i sektory zastosowania technik 
eksploracji danych w  przedsiębiorstwach 
zaprojektowanych według procesu planowania zasobów 
(ang. enterprise resource planning – ERP) i ze względu 
na ich zapotrzebowania. Nazwy poszczególnych 
podkategorii wywodzą się głownie od typu zastosowania  
i zapotrzebowania na ED. Można wyróżnić tutaj takie 
podgrupy, jak: eksploracja danych w biznesie (ang. 
business mining), która opisana została w podrozdziale 
4.1; eksploracja danych na rzecz jakości (ang. quality 
mining), która opisana została w podrozdziale 4.2; 
eksploracja danych w hurtowniach danych (ang. 
warehouse mining), która opisana została w podrozdziale 
4.3; eksploracja danych w przemyśle (ang. industry 
mining), która opisana została w podrozdziale 4.4 oraz 
pozostałe sektory i dziedziny zastosowań, które opisane 
zostały w podrozdziale 4.5. 

4.1. Eksploracja danych w biznesie 

Eksploracja danych w biznesie jest przeprowadzana w 
środowisku biznesowym, które w przeciwieństwie do 
organizacji no-profit, nastawione jest na przynoszenie 
zysków. W organizacjach przynoszących, jak i 
nieprzynoszących zysku, eksploracja może być 
realizowana na wszystkich możliwych poziomach 
organizacji wyrażonej według np. modelu planowania 
zasobów przedsiębiorstwa (ang. enterprise resource 
planning – ERP) stanowiącego rozwinięcie systemu 
planowania zasobów produkcyjnych drugiego rzędu (ang. 
manufacturing resource planning - MRP II) [59]. 
Platforma ERP ma charakter komponentowy  
i składa się z takich modułów, jak [60-63]: system 
zarządzania klientami (ang. customer relationship 
management – CRM),  system realizacji produkcji  
(ang. manufacturing execution system – MES), system 
zarządzania zasobami ludzkimi (ang. human resource 
management – HRM), system zarządzania finansami (ang. 
financial resource management – FRM). Dodatkowymi 
modułami mogą być: system planowania 
zapotrzebowania materiałowego (ang. material 
requirements planning – MRP) i zapotrzebowania na 
sprzęt. Przedstawiona lista nie wyczerpuje wszystkich 
możliwych modułów systemu ERP, daje natomiast, 
poprzez wykorzystywane jednoznaczne, opisowe pojęcia, 
wyraźny podział na wewnętrzne jednostki  
w przedsiębiorstwie profilowane do realizacji jego 
konkretnych funkcji, procesów i reakcji na jego 
zapotrzebowania.  

 W obrębie platformy ERP można wyróżnić 
dodatkowy abstrakcyjny komponent inteligencji 
biznesowej nazywany także analizą biznesową  
(ang. business intelligence – BI) [56]. Termin analiza 
biznesowa ma szerokie znaczenie. Najbardziej ogólnie 
można przedstawić ją jako proces przekształcania danych 
w informacje, a informacji w wiedzę, która może być 
wykorzystana do zwiększenia konkurencyjności 
przedsiębiorstwa a w przypadku przedsiębiorstwa  
no-profit może przynieść np. poprawę i ulepszenie 
pewnych aspektów prowadzonych przez nią działań.  
W obrębie jednostki analizy biznesowej można wyróżnić 
takie moduły, jak: system powiadamiania kierownictwa 
(ang. executive information systems – EIS), systemy 
wspomagania decyzji SWD (ang. decision support 
systems – DSS), system wspomagania zarządzania  
(ang. management information systems – MIS), system 
informacji geograficznej (ang. geographic information 
systems – GIS). Jednostka analizy biznesowej jest 
platformą pośredniczącą w wymianie i dostarczaniu 
informacji/wiedzy między poszczególnymi elementami 
struktury ERP. Jego najniższa warstwa (warstwa danych) 
reprezentowana jest przez różnego rodzaju systemy 
zarządzania danymi. W szczególności warstwę danych w 
tego rodzaju systemach stanowią hurtownie danych. 
Dostęp do systemów zarządzania danymi  
i wydobywanie z nich informacji/wiedzy realizowane jest 
przy wykorzystaniu interfejsu dostępu, na który składają 
się: aplikacje lub serwer aplikacji przeznaczony do 
przetwarzania analitycznego, transakcyjnego lub 
eksploracyjnego. 

4.2. Eksploracja danych na rzecz jakości  

Eksploracja danych na rzecz jakości (ang. quality mining, 
ang. quality control data mining – QC DM) jest to 
eksploracja danych wykonywana na rzecz kontroli jakości 
i polega na zgłębianiu danych w sterowaniu jakością [64]. 
Od zwykłej eksploracji odróżnia się m.in. tym, iż 
występuje tutaj koniczność reagowania na zmiany  
w danych na bieżąco (on-line). Innym wyróżnikiem 
eksploracji danych na rzecz jakości jest konieczność 
stosowania metod typowych dla sterowania jakością 
takich jak, karty kontrolne, analiza zdolności procesu, 
planowanie doświadczenia itp. Dane mają tutaj także 
swoją specyfikę – pochodzą z procesów technologicznych 
automatyki przemysłowej. Przez to zazwyczaj uzyskuje 
się mnóstwo parametrów, które często nie mają żadnego 
wpływu na wytwarzany w danej chwili produkt, ale mogą 
być decydujące dla innego produktu. Najczęstszym 
modelem jaki uzyskuje się w QC DM jest model „czarna 
skrzynka” [65]. 
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4.3. Eksploracja danych w hurtowniach danych  

Hurtownie danych, nazywane także magazynami danych 
(ang. data warehouse), są bardzo dużymi bazami danych, 
w których gromadzone są dane pochodzące z wielu 
heterogonicznych źródeł np. innych scentralizowanych 
lub rozproszonych baz relacyjnych,  
relacyjno-obiektowych, obiektowych, przestrzennych 
oraz ze źródeł innych niż bazy danych takich, jak arkusze 
kalkulacyjne, pliki XML, zasoby WWW [66-68].  Dane 
zebrane w hurtowni opisują (reprezentują) pewien 
określony tematycznie wycinek modelowanej 
rzeczywistości. Po za tym są zintegrowane, zmienne  
w czasie i stanowią nieulotną kolekcję. Dlatego też 
hurtownie wykorzystuje się najczęściej do wspierania 
procesu wspomagania decyzji [68] i stanowią główną 
bazę SWD. Hurtownia danych jest zazwyczaj wydzieloną 
centralną (na dany obszar) bazą danych odizolowaną od 
baz operacyjnych o typie przetwarzania danych 
transakcyjnych na bieżąco (ang. on-line transaction 
processing – OLTP) a jej struktura i użyte do jej budowy 
narzędzia są zoptymalizowane pod kątem przetwarzania 
analitycznego (ang. on-line analytical processing – 
OLAP) [69] lub hybrydowego (OLAP w połączeniu  
z  OLTP) [68].  
 Hurtownie danych wyróżnione zostały z tego względu 
iż agregują dane historyczne, które przed załadowaniem 
do nich są poddawane procesowi oczyszczania, 
transformacji i ładowania (ang. extraction, 
transformation, loading – ETL). Proces ten przyspiesza 
znacznie etap wstępnego przetwarzania danych  
w procesie KDD i CRISP-DM [2-5], który pochłania 
większość czasu przy przeprowadzaniu ED [70, 71]. 
Dlatego pod tym względem platformy te stanowią 
doskonałe środowisko do przeprowadzania zadań 
eksploracyjnych. Ponadto rozwija się szereg technik oraz 
metod (np. eksploracyjne zapytania ad-hoc rozszerzone o 
asocjacyjne reguły) jak i architektur systemów 
informatycznych (np. równoległa skalowalna 
infrastruktura OLAP i ED) łączących tradycyjne 
przetwarzanie analityczne z zawansowaną analityką  
w postaci eksploracji danych [72-75]. 

4.4. Eksploracja danych w przemyśle  

Eksploracja danych w przemyśle (ang. industry mining) 
[76, 77] polega na wykorzystaniu dogłębnej analizy do 
rozwiązywania problemów pojawiających się w trakcie: 
produkcji przemysłowej jak i w etapach projektowych 
produkcji. Najczęściej firmy produkcyjne posiadają już 
systemy informatyczne dwojakiego rodzaju:  

- pierwsze z nich związane są z ogólną obsługą, a więc  
z administracją, zarządzaniem, księgowością, 
zaopatrzeniem, zbytem itp. – system ERP, 
- drugie związane są z obsługą procesów 
technologicznych, które rejestrowane są przez czujniki. 
Pochodząca z nich informacja gromadzona jest następnie 
w systemach bazodanowych np. relacyjnych, hurtowniach 
danych etc. wynikających z przyjętych założeń 
projektowych związanych z agregacją i przetwarzaniem 
danych. 
 Eksploracja danych w przemyśle skupiona jest 
zwłaszcza na drugim rodzaju systemów, w którym używa 
się jej do: projektowania i doskonalenia produktu 
(kontrola, poprawa jakości produktu poprzez kontrolę  
i poprawę procesu technologicznego), sterowania  
i optymalizacji procesu produkcyjnego, analiz reklamacji 
i niezawodności oraz bezpieczeństwa. Niemniej  
w pierwszym rodzaju systemu eksploracja może zostać 
zastosowana na etapie projektowania produktu oraz do 
polepszenia związków z klientami np. poprzez 
identyfikację ich potrzeb czy też prognozowania popytu 
na produkt. Cechami rozróżniającymi i wyróżniającymi 
eksplorację danych w przemyśle od pozostałych grup jest 
fakt, iż ma ona bliski związek ze statystycznym 
sterowaniem jakością procesów (SPC) i z eksploracją na 
rzecz jakości (podpunkt 4.2). Kolejnym wyróżnikiem jest 
to, iż procesy na linii technologicznej zachodzą w sposób 
ciągły (on-line) więc analiza eksploracyjna musi też 
zachodzić w sposób ciągły (ang. on-line data mining) 
[78] tak, aby można było reagować na zmiany w czasie 
rzeczywistym. Ponadto w przemyśle podczas analizy 
eksploracyjnej wykorzystuje się modele typu „czarna 
skrzynka” ze względu na bardzo szybkie zmiany 
produkcji – czas życia produktów i okres stosowania 
konkretnej technologii ciągle się zmienia.  

4.5. Pozostałe 

Spektrum aktualnie przeprowadzanych badań w różnych 
dziedzinach z zastosowaniem ogólnie pojętej eksploracji 
danych jest tak bogate i różnorodne, iż nie da się  
w jednym artykule przedstawić i opisać wszystkich 
możliwych kombinacji i zastosowań tej dziedziny. 
Lepszym rozwiązaniem zdaje się być skupienie na 
podstawach ED a mianowicie aparacie matematycznym 
opisanym w punkcie 5.  
 Do interesujących, bliżej niescharakteryzowanych w 
artykule badań, w których ogólno pojęta ED jest 
wykorzystywana należą takie dziedziny, jak: 
zabezpieczenia systemów informatycznych i wykrywanie 
w nich ataków sieciowych [79], medycyna [80, 81], 
badania naukowe np. dotyczące cząstek elementarnych w 
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akceleratorze CERN [82], matematyczne dowodzenie 
twierdzeń [83], ochrona publiczna [84, 85], systemy 
ekspertowe i wspomagania decyzji [86, 87], energetyka  
i prognozowanie na zapotrzebowanie energii elektrycznej 
[88] będące zagadnieniem predykcyjnym [89], 
telekomunikacja i badanie np. fałszywych alarmów [90, 
91] czy też powszechnie opisywane oraz badane 
zastosowania ED w business mining (przedsiębiorstwach 
produkcyjnych) [92] a dokładniej w handlu 
elektronicznym (ang. electronic commerce, e-commerce) 
wykorzystującym web mining) [70, 71, 93, 94]. 
Szacowany udział procentowy wykorzystania eksploracji 
danych w różnych sektorach działalności przedsiębiorstw 
można znaleźć w opracowaniu [95]. 

5. TECHNIKI I METODY EKSPLORACJI 
DANYCH 

Grupa technik i metod eksploracji danych jest najbardziej 
priorytatywna ze względu na to, iż zawiera matematyczne 
podstawy całej dziedziny, które umożliwiają fizyczną 
realizację algorytmów eksploracji [7] na rzecz badań  
w wybranej dziedzinie poprzez implementację 
aplikacyjną. 

5.1. Techniki eksploracji danych 

Techniki eksploracji można podzielić ogólnie na cztery 
równoległe kategorie, w skład których wchodzą: techniki 
predykcyjne (podrozdział 5.2), techniki deskrypcyjne 
(podrozdział 5.3), techniki uczenia nadzorowanego 
(podrozdział 5.4) i techniki uczenia bez nadzoru 
(podrozdział 5.5). Przedstawione kategorie nie są ścisłe tj. 
technika predykcyjna może posługiwać się technikami  
z zakresu uczenia nadzorowanego i na odwrót. A zatem 
mogą istnieć pewnego rodzaju permutacje technik w celu 
osiągnięcia wyznaczonego celu badań. 
 

5.2. Techniki predykcyjne 

Techniki predykcyjne, inaczej nazywane technikami lub 
modelami przewidywania (ang. predictive techniques), 
starają się na podstawie odkrytych wzorców dokonać 
uogólnienia i przewidywania wartości danej zmiennej. 
Pozwalają na przewidywanie wartości zmiennej 
wynikowej na podstawie wartości pozostałych zmiennych 
(badawczych lub przewidujących) [7, 96, 97]. Techniki te 
w SWD wykorzystywane są do przewidywania i 
szacowania np. zasobów (sprzętu/ludzi) do 
rozwiązywania postawionego problemu.  

5.3. Techniki deskrypcyjne 

Techniki deskrypcyjne, nazywane także technikami bądź 
modelami opisowymi (ang. description techniques), służą 
do formułowania uogólnień na temat badanych danych w 
celu uchwycenia ogólnych cech opisywanych obiektów 
oraz ich najważniejszych aspektów [7, 97]. Techniki te w 
SWD stosuje się do odkrywania grup i podgrup 
podobnych zdarzeń lub identyfikacji zdarzeń.  

5.4. Techniki uczenia nadzorowanego 

Techniki uczenia nadzorowanego (ang. supervised 
learning) wykorzystują zbiory danych w których każdy 
obiekt posiada etykietę przypisującą go do jednej  
z predefiniowanych klas. Na podstawie zbioru uczącego 
budowany jest model, za pomocą którego można odróżnić 
obiekty należące do różnych klas [7, 97]. Technikami  
z zakresu uczenia nadzorowanego są techniki klasyfikacji 
stosowane od 1984 roku, do których należą drzewa 
decyzyjne (1984 rok) [98], algorytmy najbliższych 
sąsiadów (1992 rok) [99], sieci neuronowe (1991 rok) 
[100], statystyka bayseyowska (klasyfikacja bayseyowska 
1992 rok i sieć bayseyowska 1995 rok) [101], algorytmy 
maszyny wektorów wspierających SVM (ang. support 
vector machine, 1995 rok) [102] oraz techniki regresji [7]. 

5.5. Techniki uczenia bez nadzoru  

W przypadku technik uczenia bez nadzoru (ang. 
unsupervised learning) brak jest etykiet obiektów, nie ma 
także zbioru uczącego. Techniki te starają się 
sformułować model (modele) wiedzy najlepiej pasujące 
do obserwowanych danych [96, 97]. Technikami  
z zakresu uczenia bez nadzoru są: techniki analizy 
skupień, klastrowania (ang. clustering) [103], 
samoorganizujące się mapy (ang. self-organization map) 
[104], algorytmy aproksymacji wartości oczekiwanej 
(ang. expectation-maximization) [105] czy też zbiory 
przybliżone [106]. 
 
 

5.6. Metody eksploracji danych 

Metody eksploracji danych bazują na technikach  
i stanowią ich uogólnienie. Realizowane są za pomocą 
wybranej techniki przy użyciu odpowiedniego dla niej 
algorytmu eksploracji danych [7]. Do metod ED 
zaliczamy m.in.: odkrywanie asocjacji (podrozdział 5.7), 
klastrowanie (podrozdział 5.8), odkrywanie wzorców 
sekwencji reguł (podrozdział 5.9), odkrywanie 
klasyfikacji (podrozdział 5.10), odkrywanie podobieństw 
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w przebiegach czasowych (podrozdział 5.11)  
i wykrywanie zmian i odchyleń (podrozdział 5.12). 

5.7. Metody odkrywania asocjacji 

Pojęcie reguł asocjacyjnych (ang. association rulet) 
zostało po raz pierwszy wprowadzone w 1993 roku przez 
R. Agrawala, T. Imielinskiego, A. Swami [107]. 
Odkrywanie asocjacji (powiązań) polega na wykrywaniu 
różnego rodzaju zależności występujących między 
danymi w bazie danych. Precyzyjniej mówiąc zależności 
te określone są za pomocą korelacji reguł asocjacyjnych 
wiążących współwystępowanie podzbiorów elementów  
w dużej kolekcji zbiorów. Znalezione korelacje 
prezentowane są jako reguły postaci YX ⇒  (wsparcie, 
ufność), gdzie X i Y są rozłącznymi zbiorami elementów. 
Termin wsparcie oznacza częstotliwość występowania 
zbioru YX ∪ w kolekcji zbiorów, zaś termin ufność 
określa prawdopodobieństwo warunkowe P(X|Y) [108, 
109]. 

5.8. Metody klastrowania 

Klastrowanie, nazywane także grupowaniem lub analizą 
skupień (ang. clustering), polega na znajdowaniu 
skończonych zbiorów klas obiektów (klastrów) w bazie 
danych posiadających podobne cechy. Podczas tego 
procesu zbiór obiektów dzielony jest na takie podzbiory 
aby jednocześnie maksymalizować podobieństwo między 
obiektami przypisanymi do tego samego podzbioru  
i minimalizować podobieństwo miedzy obiektami 
przypisanymi do różnych podzbiorów zgodnie z zadaną 
miarą podobieństwa między obiektami [97]. Podczas 
dokonywania klastrowania nie są znane docelowe 
podzbiory (grupy) obiektów oraz zazwyczaj nie jest znana 
ich liczba [108]. Z tego względu klastrowanie należy do 
tzw. klasyfikacji bez nadzoru i jest rozwiązywana za 
pomocą przeznaczonych do tego technik wymienionych 
w podpunkcie 5.5. Ponadto algorytmy przeznaczone do 
analizy skupień można podzielić na kilka podstawowych 
kategorii na które składają się [97, 108, 110, 111]: metody 
hierarchiczne (procedury aglomeracyjne i 
deglomeracyjne), grupy metod k-średnich (ang. k-means), 
metody rozmytej analizy skupień (ang. fuzzy clustering) 
oraz metody niechierarchiczne. 

5.9. Metody odkrywania wzorców sekwencji reguł 

Problem odkrywania wzorców sekwencji został po raz 
pierwszy sformułowany w 1995 roku przez niektórych 
twórców metody asocjacyjnej m.in. Rakesh Agrawal oraz 
Ramakrishnan Srikant. Sekwencję stanowi 

uporządkowany ciąg zbiorów elementów, w którym 
każdy zbiór posiada znacznik czasowy [108]. Wzorce 
sekwencji stanowią rozwinięcie modelu reguł 
asocjacyjnych o takie elementy, jak [97, 111]: następstwa 
zdarzeń, ograniczenia dotyczące maksymalnych 
interwałów czasowych między kolejnymi wystąpieniami 
elementów sekwencji. Wprowadzenie interwałów 
czasowych umożliwiło nakładanie pewnego rodzaju okien 
czasowych do filtrowania sekwencji. Odkrywanie 
wzorców sekwencji polega ogólnie na znalezieniu  
w bazie danych sekwencji, podsekwencji występujących 
częściej niż zadany przez użytkownika próg częstości, 
zwany progiem minimalnego wsparcia (ang. minsup)  
w pewnym przedziale czasu.  

5.10. Metody odkrywania klasyfikacji 

Klasyfikacja (ang. classification) polega na zbudowaniu 
modelu przypisującego nowy, wcześniej nie znany obiekt, 
do jednej ze zbioru predefiniowanych klas. Przypisanie to 
następuje na podstawie wcześniejszego uczenia 
klasyfikatora (modelu umożliwiającego takie przypisanie) 
na zbiorze uczącym [97]. Najczęściej stosowanymi 
technikami do klasyfikacji są: klasyfikacja bayesowska, 
adaptywna sieć Bayesa, algorytmy indukcyjnych drzew 
decyzyjnych, algorytm k najbliższych sąsiadów, sieci 
neuronowe czy też algorytm SVM [108]. 

5.11. Metody odkrywania podobieństw w 
przebiegach czasowych 

Odkrywanie podobieństw w przebiegach czasowych 
polega na odnalezieniu punktów wspólnych opisujących 
grupę wyselekcjonowanych przebiegów opisujących 
zadany proces trwający ciągle w czasie [109]. 

5.12. Metody wykrywania zmian i odchyleń 

Wykrywanie zmian i odchyleń polega na znajdowaniu 
różnic pomiędzy aktualnymi a oczekiwanymi wartościami 
danych. Wykorzystywane jest podczas znajdowania 
anomalnych tj. niepasujących do trendu danych które od 
niego odstępują [109]. 

5.13. Metody odkrywania cech 

Odkrywanie cech wykorzystywane jest najczęściej we 
wstępnych procesach (ang. preprocessing) eksploracji 
danych [3] w celu zmniejszenia wymiarowości 
rozpatrywanego problemu a więc i zwiększenia 
efektywności metod eksploracji danych. W celu 
zmniejszenia wymiarowości problemu stosuje się tzw. 
wybór cech (ang. feature selection) i odkrywanie cech 
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(ang. feature extraction) czy też analizę składowych 
głównych (ang. principal components analysis – PCA). 
Pierwsza z metod polega na wyselekcjonowaniu z grupy 
tych atrybutów tylko które posiadają istotną wartość 
informacyjną. Dwie następne metody polegają na 
połączeniu atrybutów i stworzeniu ich liniowej 
kombinacji w celu zmniejszenia liczby wymiarów  
i uzyskania nowych składowych głównych [7, 108, 111, 
112]. Wybór i generacja nowych atrybutów może 
odbywać się w sposób nadzorowany lub bez nadzoru 
[111]. 

6. WNIOSKI 

Eksploracja danych, stanowiąca jeden z etapów procesu 
np. odkrywania wiedzy z baz danych czy też traktowana 
jako dziedzina nauki, niewątpliwie jest zagadnieniem 
interdyscyplinarnym. Na jej interdyscyplinarność ma 
wpływ nie tylko szerokie spektrum jej aktualnych, 
opisanych w artykule, zastosowań ale także bogaty aparat 
matematyczny zaczerpnięty z różnych dziedzin nauki  
w celu pozyskiwania wiedzy z ogromnych zbiorów 
danych, które zazwyczaj są tylko częściowo 
ustrukturyzowane bądź wcale. Niezależnie od rodzaju 
danych, na których przeprowadzana jest eksploracja, 
wymagany jest zawsze dodatkowy nakład na 
skonstruowanie i opisanie samego celu badania jak  
i na określenie metody a następnie techniki oraz procesu 
do jego zrealizowania.  
 Skonstruowana i opisana klasyfikacja pozwala  
w łatwy sposób odnaleźć, umiejscowić i opisać własne 
badania w szerszym kontekście ED oraz umożliwia  
w łatwy sposób odnalezienie potrzebnej metody i techniki 
do ich realizacji. Ponadto przedstawiona klasyfikacja 
dostarcza początkowego usystematyzowanego słownika 
pojęć związanych z eksploracją danych, który w łatwy 
sposób można rozszerzać poprzez uzupełnianie go 
(odpowiednich gałęzi klasyfikacji) o własne definicje 
pojęć na danym polu zastosowań i badań naukowych. 
 Niektóre źródła danych mogą wymagać specyficznych 
metod oraz technik do przeprowadzenia na nich 
eksploracji danych. Wszystkie one mogą zostać dodane 
do wybranych gałęzi klasyfikacji według danych a 
następnie mogą zostać powiązane z odpowiednimi 
metodami oraz technikami przeprowadzania na nich 
eksploracji danych. Użycie takiego podejścia umożliwia 
więc kompleksowe, systematyczne i elastyczne 
klasyfikowanie nowych zastosowań i powstających w ich 
obrębie pojęć z zakresu eksploracji danych. 
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